
CENTRO UNIVERSITÁRIO DE ANÁPOLIS – UniEVANGÉLICA 
BACHARELADO EM ENGENHARIA DE COMPUTAÇÃO

MÉTODO DE CLUSTERIZAÇÃO APLICADO NA ANÁLISE

DE ACIDENTES DE TRÂNSITO EM RODOVIAS

DANIEL JOSÉ NICACIO

PEDRO AUGUSTO MONTEIRO LACERDA

ANÁPOLIS

2021

#ae7bf174-cabc-40d3-a5a7-4f499416be8c



DANIEL JOSÉ NICACIO

PEDRO AUGUSTO MONTEIRO LACERDA

MÉTODO DE CLUSTERIZAÇÃO APLICADO NA ANÁLISE

DE ACIDENTES DE TRÂNSITO EM RODOVIAS

Trabalho  de  Conclusão  de  Curso  I  apresentado
como  requisito  parcial  para  a  conclusão  da
disciplina de Trabalho de Conclusão de Curso I
do  curso  de  Bacharelado  em  Engenharia  de
Computação do Centro Universitário de Anápolis
– UniEVANGÉLICA.

Orientador(a): Prof ª. Aline Dayany de Lemos

ANÁPOLIS

2021

#ae7bf174-cabc-40d3-a5a7-4f499416be8c



DANIEL JOSÉ NICACIO

PEDRO AUGUSTO MONTEIRO LACERDA

MÉTODO DE CLUSTERIZAÇÃO APLICADO NA ANÁLISE

DE ACIDENTES DE TRÂNSITO EM RODOVIAS

Trabalho  de  Conclusão  de  Curso  I  apresentado
como requisito parcial para a obtenção de grau do
curso  de  Bacharelado  em  Engenharia  de
Computação do Centro Universitário de Anápolis
– UniEVANGÉLICA.

Aprovado(a) pela banca examinadora em ___ de ________ de 2021, composta por:

___________________________________
Prof ª. Aline Dayany de Lemos Orientador

___________________________________
Prof. [nome do professor]

___________________________________
Prof. [nome do professor]

#ae7bf174-cabc-40d3-a5a7-4f499416be8c



RESUMO

Diariamente, a população brasileira participa extensivamente do trânsito rodoviário

por ser  um dos meios  mais  práticos  e  acessíveis  para se  deslocar  entre  municípios.  A

utilização constante desse meio de locomoção, de pessoas e cargas, resulta em um grande

volume do tráfego de veículos, o que oportuniza um crescente número de acidentes. No

Brasil, quando ocorrem em rodovias federais, são registrados detalhadamente pela Polícia

Rodoviária Federal, que agrupa anualmente um base de dados com todos esses inúmeros

acidentes  e são disponibilizados publicamente pelo Governo. Este trabalho destina-se a

estudar  estes  dados  demonstrando  de  forma  prática  a  utilização  da  Clusterização,

demonstrando a sua importância computacional para a análise e interpretação de grandes

volumes de dados variados.
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1. INTRODUÇÃO

1.1. Problema

O desenvolvimento econômico de uma nação está fortemente relacionado com os

transportes.  Assim,  é  natural  verificar-se  que  as  regiões  mais  desenvolvidas  do  Brasil

possuem também os maiores indicadores de transportes rodoviários. Além disso, percebe-

se que a evolução econômica traz consigo a necessidade de aprimorar a infraestrutura de

transportes  (IPEA,  2009).  No  Brasil,  o  modal  rodoviário  é  o  que  possui  a  maior

participação  na  matriz  de  transporte,  concentrando,  aproximadamente,  61%  da

movimentação de mercadorias e 95% da de passageiros (CNT, 2019).

Diante de tal visão, é possível identificar que no país, a origem desse crescimento

teve início no século XX e se concretizando no século XXI por conta do desenvolvimento

da indústria brasileira.  Nesse ponto,  o aumento do consumo popular  e a expansão das

metrópoles  incentivava  gradativamente  a  necessidade  da  população  utilizar  meios  de

transportes práticos e rápidos para locomoção. Desde então, é presenciado um exponente

crescimento de tráfego de veículos para transporte de pessoas e cargas, com a população

incentivada por reduções fiscais e facilidade de crédito, a frota de veículos nas metrópoles

brasileiras dobrou nos últimos dez anos, com um crescimento médio de 77% (SALATIEL,

2012).

Porém, os acidentes de trânsito continuam sendo um grande desafio nacional. O

aumento do número de veículos associado às más condições de nossas rodovias e ruas

contribui para um elevado índice de acidentes. Reverter este quadro é uma das urgências

do país, na qual todos os níveis de governo devem se envolver em um projeto de longo

prazo. (IPEA, 2009).

A cada ano, a vida de aproximadamente 1,35 milhão de pessoas é  interrompida

devido a um acidente de trânsito, resulta em média uma morte a cada 24 segundos. Entre

20  e  50  milhões  de  pessoas  sofrem  lesões  não  fatais,  muitas  delas,  resultam  em

incapacidade.  Sendo  desproporcionalmente  desvantajoso  para  pedestres,  ciclistas  e

motociclistas.  (OPAS BRASIL, 2019).

Podendo ser ocasionados por fatores humanos, os acidentes ocorrem por excesso de

velocidade,  embriaguez,  desatenção,  entre  outros;  fatores  veicular,  sendo  a  falta  de

manutenção  ou  utilização  incorreta  do  veículo;  fatores  externos,  sendo  eles  estado  de
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conservação da via, condições de sinalização, condições climáticas e etc (DETRAN MS,

2016).

Os  acidentes  ocorridos  em  rodovias  federais  são,  em  sua  grande  maioria,

registrados pela  Polícia  Rodoviária  Federal,  o número de acidentes  registrados alcança

números alarmantes que fogem da compreensão, são mais dados registrados do que o ser

humano é capaz de processar por conta própria. Conforme os dados fornecidos pela OMS

(Organização Mundial de Saúde), o Brasil chegou na quarta posição entre os países com

mais mortes em acidentes de trânsito no mundo. (SALATIEL, 2012).

Em paralelo a esse volume de dados, surge a necessidade de uma análise que chega

a  ser  inviável  de  ser  analisada  humanamente.  Diante  de  tal  situação  com  relação  o

gigantesco  número  de  dados  sobre  os  acidentes,  seria  possível  aplicar  métodos  de

mineração e agrupamento de dados que realizem a interpretação de tais dados?
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1.2. Objetivo Geral

Aplicar  um  processo  de  Data  Mining  utilizando  métodos  de  agrupamentos  de

dados, conhecido como Clustering, em um conjunto de dados fornecidos pelo DETRAN

(Departamento  Estadual  de  Trânsito)  de  acidentes  de  trânsito  ocorridos  em  rodovias

brasileiras entre 2007 e 2020.

1.3.  Objetivos Específicos

 Demonstrar necessidade e eficiência de mineração de dados.

 Agrupar correlações de dados de acidentes registrados.

 Interpretar indutivamente e dedutivamente padrões e anomalias.
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2. JUSTIFICATIVA

Os acidentes registrados são reunidos pelo DETRAN (Departamento Estadual de

Trânsito) e disponibilizados publicamente pelo Ministério da Justiça e Segurança Pública

contam com muitos  registros.  Como dados  não são  coletados  por  diversão,  e  sim por

propósito, a base de dados disponibilizada de morbimortalidade de trânsito  é o objeto de

análise utilizado.

Compreender os dados de forma fácil,  pode ser de suma importância a entender

quais  acidentes  estão  mais  propícios  a  acontecer,  ou  seja,  compreender  os  padrões  de

acidentes  em  determinadas  características.  Realizando  esse  tipo  de  pesquisa,  diversos

órgãos competentes conseguem criar e determinar providências para evitar e cada vez mais

diminuir as taxas de acidentes rodoviários.

Desta maneira esperamos concluir com o projeto apontado, a facilitação de análise

perante aos dados analisados, afim de que aplique o conhecimento adquirido em análise de

dados com o propósito esclarecer as causas dos acidentes nas rodovias, e principalmente no

número de óbitos.
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3. FUNDAMENTAÇÃO TEÓRICA

3.1. Crescimento do Trânsito

Segundo Beeck et al. (1990) durante o crescimento econômico há aumento da frota

de  veículos  e  consequentemente  de  acidente  e  das  taxas  de  mortalidade,  Quando

estabilizada, o crescimento econômico persiste, mas ocorre uma inversão da tendência

da mortalidade, mesmo com o aumento da frota de veículos.

Conforme dados do Relatório de status global sobre segurança no trânsito da OMS

em 2018,  o  Brasil  tinha  uma população  de  207.652.864,  e  uma frota  de  veículos

registrados em 2016 de 93.867.016, sendo eles carros, motocicletas, ônibus e outros,

ocasionando aproximadamente 2,2 habitantes para cada veículo. (CNT, 2021).

3.2. Aumento de Acidentes

A Organização das Nações Unidas (ONU) lançada em março de 2011, o período

entre de 2011 a 2020 como a década de ação pela segurança no transito, a providência

se da pelo aumento do número de vítimas de trânsito.

Figura 1: Gráfico comparativo de acidentes registrados.

Fonte: (CNT, 2021).

Na figura 1 mostra é  possível  observar as estatísticas  de acidentes  em rodovias

federais brasileiras de 2007 a 2020. No último ano registrado houve uma queda de

5.9% em comparação ao ano anterior. Já os dados relacionados a mortes, em 2014,

mostram uma queda de 0,8%. Levando em consideração também que a partir de 2015,

os  registros  de  ocorrência  de  acidentes  sem  vítimas  passaram  a  ser  realizados

diretamente pelos usúarios. (PORTAL DO TRANSITO, 2020).
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3.3. Acidentes Registrados

De janeiro a março de 2020, antes da implementação das medidas de isolamento 

social no país, o Brasil registrou 89.028 acidentes de trânsito. Houve 14.3 mil registros

a mais que no mesmo período de 2019 - 74.699 (PORTAL DO TRANSITO, 2020).

63.447 acidentes foram registrados em 2020 nas rodovias federais que cortam o 

Brasil, sendo 51.865 com vítimas (mortos ou feridos).(CNT, 2021).

3.4. Mineração 

A mineração de dados pode ser definida como um conjunto de técnicas automáticas

de exploração de  grandes  massas  de dados de  forma a descobrir  novos padrões  e

relações que, devido ao volume de dados, não seriam facilmente descobertas a olho

nu. São procedimentos  para análise  e  exploração a  partir  de técnicas  e algoritmos

especializados que tem como objetivo de buscar padrões, previsões, associações, erros

(AMORIM, 2006).

KDD (Knowledge Discovery in Database) e mineração de dados podem ser comuns

em termos de significado. Fayaad et al.(1996) define o KDD como sendo o processo

da extração de conhecimento dos dados como um todo, e mineração de dados como

apenas  uma etapa  em particular  do  KDD,  sendo que nesta  etapa  para  extração de

padrões dos dados é realizada através do uso de algoritmos específicos.

A  maior  parte  dos  algoritmos  de  mineração  de  dados  podem  ser  vistos  como

composições de algumas técnicas e princípios básicos. Algoritmos de mineração de

dados consistem em grande parte de alguma mistura específica de três componentes

(FAYYAD et al.,1996).

 Modelo:  Função  do  modelo  (exemplo,  a  classificação)  e  a  forma  de

representação (exemplo, uma função densidade de probabilidade Gaussiana)

(FAYYAD et al.,1996).

 Critério de preferência: uma base para a preferência de um modelo ou um

conjunto de parâmetros sobre a outra, dependendo dos dados apresentados.

(AMORIM, 2006).

 Algoritmo  de  busca:  algoritmo  especificado  para  encontrar  determinados

modelos  e  parâmetros,  dados  fornecidos,e  um  critério  de  preferência.

(AMORIM, 2006).
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Utilizamos  nesse  projeto  a  técnica  de  Clusterização  de  dados,  que  através  de

métodos numéricos e a partir somente das informações das variáveis de caso, tem por

objetivo agrupar automaticamente por aprendizado não supervisionado.

3.5. CLUSTERIZAÇÃO

A Clusterização de Dados ou Análise de Agrupamentos, consiste em analisar dados

quantitativos  e  através  de  características  qualitativas  e  agrupá-los  utilizando  como

referência  padrões  de similaridades  ou dissimilares  de atributos.  Cada agrupamento  de

objetos é denominado cluster. Na imagem a seguir, é possível comparar a observação de

dados antes e após o agrupamento.

Figura 2: Dados Antes e Depois de Clusterizar.

Fonte: (HONDA, 2017).

A  ideia  da  técnica  é  criar  grupo  de  objetos  que  serão  definidos  por  critérios  pré-

determinados.  A  função  que  define  esse  agrupamento  recebe  dois  objetos  e  retorna  a

distância  entre  eles,  a  partir  desse  ponto,  cria-se  os  grupos  que  devem apresentar  alta

homogeneidade  interna  e  alta  heterogeneidade  externa.  Portanto,  em  cada  Cluster

encontramos dados que existem semelhança com os dados contidos no mesmo  cluster e

diferença dos dados agrupados em outros  clusters. Esse agrupamento permite encontrar

médias  através  de  informações  numéricas,  como  por  exemplo  idade,  peso,  valor  e

semelhanças  através  de  características,  como  por  exemplo,  naturalidade,  patente,  sexo

(LINDEN, 2009).

A análise de agrupamento é uma ferramenta  útil  para a análise de dados em
muitas situações diferentes. Esta técnica pode ser usada para reduzir a dimensão
de um conjunto de dados, reduzindo uma ampla gama de objetos à informação
do centro  do seu  conjunto.  Tendo em vista  que  clustering é  uma técnica  de
aprendizado  não  supervisionado  (quando  o  aprendizado  é  supervisionado,  o
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processo  é  denominado  de  classificação),  pode  servir  também  para  extrair
características escondidas dos dados e desenvolver as hipóteses a respeito de sua
natureza. (LINDEN, 2009,p 84).

Realizando esse tipo de técnica possibilitamos uma vasta possibilidade de análise

por de  Data Mining.   Um exemplo bem prático da ótima aplicabilidade  desse tipo  de

análise pode ser em uma aproximação de alunos dentro de uma base de dados escolar.

Podemos  agrupar  alunos  através  de  disponibilidade  de  professor,  idade,  matérias

pendentes,  números  de  aprovações  e  reprovações.  Clusterizando  dados  como  estes  é

possível ciar grupos através de idade, disponibilidade e até por facilidade de aprendizado.

(HONDA, 2017). Na imagem, são ilustradas as etapas necessárias para clusterização;

Figura 3: Etapas do processo de clusterização.

Fonte: Elaborado pelo autor(2021).

Os processos ilustrados podem ser caracterizados em:

 Seleção de Características: identificar o subconjunto mais efetivo das características

presentes nos dados para descrever cada padrão. (PADILHA,2017)

 Medida de Similaridade: tornar possível o cálculo de proximidade entre dois dados,

nesse passo é calculado a similaridade ou dissimilaridade  entre  pares  de dados.

(PADILHA,2017)

 Agrupamento: define o algoritmo que realizará o agrupamento de dados, entre os

mais utilizados estão os métodos hierárquico (resultam em diversos agrupamentos

de  dados  com  base  na  junção  ou  divisão  dos  clusters)  e  por  particionamento

(delimita um número de  clusters a serem agrupados uma única vez). (LINDEN,

2009).

 Apresentação/Validação:  por  fim,  é  validada  a  qualidade  dos  clusters finais,  os

verificando dedutivamente com base em estatísticas  e até  em outros algoritmos.

(LINDEN, 2009).
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Clusterizar dados consiste no princípio de uma análise de dados compostos por  n

objetos que apresentam  m características,  a análise  segmenta esses dados em  k  grupos,

onde k << n, onde os objetos contidos em um grupo são similares entre si e dissimilares

dos objetos contidos nos demais grupos (PADILHA, 2017).

A estrutura que define a divisão dos dados e criação dos grupos é uma medida de

similaridade e dissimilaridade, algumas métricas calculam a similaridade, outras calculam

a dissimilaridade, mas em essência, são idênticas.  Uma vez que, será uma das principais

responsáveis  por  definir  a  estrutura  de  grupos  produzida  .   As  medidas  definem  a

comparação através  de atributos  pré-definidos  que podem ser,  em sua grande maioria,

informações quantitativas ou qualitativas. (LINDEN, 2009; PADILHA, 2017).

Para mediadas utilizando objetos com atributos quantitativos utiliza-se a distância

de  Minkowski. Considera-se dois objetos,  xi e  xj e define a distância como: (PADILHA,

2017): 

d ( x i , x j )=(∑
l=1

m

¿x il−x jl ¿
P)

1
P

As variações dessas medidas são realizadas pela escolha de P. Esse valor é definido

por três distâncias que são as mais conhecidas. (FACELI, 2011):

 Distância Manhattan (p = 1):

d ( x i , x j )=∑
l=1

m

¿ x il− x jl∨¿

 Distância euclidiana (p = 2):

d ( x i , x j )=√∑
l=1

m

¿¿¿¿

 Distância de Chebyshev (p = ∞):

d ( x i , x j )=max
1≤ l ≤m

¿ xil−x jl∨¿¿

E para medidas de objetos com atributos qualitativos a medida mais conhecida é a

distância de Hamming (PADILHA,2017):

d ( x i , x j )=∑
l=1

m

l(x il¿¿ x jl )¿
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Sendo  assim,  sabendo  a  distância  de  um  ponto  para  outro,  possibilita-se  a

comparação  de  dados  de  acordo  com  suas  diferenças,  semelhanças  e  distâncias.  Em

paralelo a esse cálculo das distâncias de cada objeto, um algoritmo de clusterização, que

definirá  os  dados  que  serão  utilizados,  os  critérios  pré-definidos  de  separação  e

agrupamento e a quantidade de Clusters que serão formados. 

3.6. Algoritmo K-Means

Há diversos tipos de algoritmos de clusterização utilizados para agrupamento de

dados e um dos mais conhecidos e aplica-se muito bem nesse contexto é o K-Means. O K-

means  é  uma  heurística  de  aprendizagem  de  máquina  não-supervisionado,  que

algoritmicamente  realiza  o  agrupamento,  de  forma  não  hierárquica,  de  dados  por

semelhança e os agrupa criando clusters de forma iterativa. (PADILHA,2017).

Este algoritmo pode ser extremamente veloz, geralmente convergindo em poucas

iterações para uma configuração estável, na qual nenhum elemento está designado para um

cluster cujo centro não lhe seja o mais próximo. (LINDEN, 2009).

De  grosso  modo,  o  algoritmo  K-Means  realiza  dois  procedimentos  principais,

Inicialização e Aprendizado.

 Inicialização

o Escolha do K.

o Escolha do método de inicialização.

 Aprendizado

o Calcular a distância do centro do cluster até cada ponto.

o Define o ponto para o cluster com centro mais próximo.

o A posição do centro passa a ser entre os pontos médios.

o Os pontos são convertidos até estabilizar.

O K-Means busca diminuir a distância dos objetos a um determinado conjunto de k

centros, dado por x = {x1,x2,...,xk} de forma interativa (LINDEN, 2009). Portanto, a função

que minimiza a distância de um objeto para o cluster mais próximo é dada por:

d ( p , x )=
1
n
∑
l=1

n

d¿¿

Além dessas variáveis,  ainda há a definição de  k, que é o número de  clusters a

serem formados. Para (LINDEN,2009), isso pode ser um problema porque normalmente

#ae7bf174-cabc-40d3-a5a7-4f499416be8c



não  se  tem um número  de  Clusters já  definido.  Há diversas  maneiras  de  encontrar  o

número de k ideal a ser utilizado, uma delas é o método de Elbow Method ou Método de

Cotovelo . Seu princípio e funcionalidade serão detalhados na seção 3.7.

Sendo assim, esse algoritmo é um procedimento que garante de forma iterativa a

convergência  para  um  local  mínimo  da  equação.  Sua  aplicação  busca  realizar  o

particionamento que minimize a soma dos erros quadráticos dos objetos contidos em um

determinado  conjunto  de  dados  (PADILHA,2017).  No  artigo  de (DRINEAS,  2004) é

provado que essa soma é NP-difícil,  inclusive quando o valor de de  k é 2. O clico da

passagem de dados pelo K-Menos funciona algoritmicamente da seguinte forma:

Figura 4: Funcionamento do K-Means.

Entrada Saída

grupo de dados X ∈ R n e o número de

grupos k.

particionamento de x em k grupos e gerar k

grupos;

K-Means

repita

calcular a distância entre cada objeto xj e cada Cluster xC i
;

atribuir cada objeto xj ao grupo C i com Cluster mais próximo;

recalcular o Cluster de cada grupo;

até

atingir critério pré-definido ou que os objetos não mudem de grupo;

Fonte: Elaborado pelo autor (2021).

3.6.1. K-Means em Python

Em Python,  o  algoritmo  K-Means pertence  a  biblioteca  Scikit-Learn e  pode ser

importado utilizando a função (PADILHA, 2017):

Figura 5: Importação do k-Means em Python.

Fonte: Elaborado pelo autor(2021).

A definição é dada por uma variável que receberá a execução do KMeans, podendo

ser utilizada da seguinte forma:
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Figura 6: Função k-Means em Python.

Fonte: Elaborado pelo autor(2021).

No  próprio  site  da  biblioteca   Scikit-Learn   (PEDREGOSA,2011) encontra-se  a

definição da função, onde:

 n_clusters:  Como diz  o  próprio  nome,  refere-se  ao  número  de  clusters que  serão

criados;

 init: É o modo que o algoritmo será inicializado, podendo receber os valores:

o k-means++:  Valor  padrão  que,  gera  os  clusters utilizando  um  método

inteligente que tende a convergência;

o random: Gera os Clusters de forma aleatória, sem critério de seleção.

 max_iter: Quantidade de iterações que o algoritmo realizará;

 n_jobs: Valor opcional que definirá a quantidade de CPU’s para executar o algoritmo

de forma paralela; 

 algorithm: Geralmente recebe null e refere-se a versão do algoritmo K-means.

Por fim, a variável que recebeu a função do K-Means aplicará a seguinte função

nos dados:

Figura 7: Função fit em Python.

Fonte: Elaborado pelo autor(2021).

No passo anterior, a função denominada variável recebeu a função do  K-means,

Essa  função que  será  a  responsável  por  agrupar  os  dados  com base  nos  critérios  pré-

determinados.

3.7. Elbow Method

Uma questão que requer atenção ao aplicar a Clusterização de dados é a escolha da

quantidade de Clusters que serão utilizados. Para (LINDEN,2009), há um grande problema

quando a escolha do número de grupos é feita pelo usuário, um número pequeno demais

pode gerar a junção de dois Clusters naturais enquanto um número grande demais pode, de

forma artificial, quebrar um Cluster natural em dois.

 Existem vários métodos para chegar ao número correto de  k grupos que podem

evitar esse problema em um processo de Clusterização, a que será utilizado é o  Elbow
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Method ou Método de Cotovelo. Ele representa graficamente os dados que estão sendo

utilizados para buscar onde há uma normalização (PADILHA, 2017), ou diminuição da

curva, conforme a imagem a seguir:

Figura 8: Elbow Point.

Fonte: (SANTANA, 2018).

O objetivo é a busca o número ideal para k através de uma representação gráfica.

Basicamente o que o método faz é testar a variância dos dados em relação ao número de

clusters. Através de um gráfico, é mostrada a variância do grupo de dados utilizados, onde

o cotovelo  é  o  ponto  de  normalização  dos  dados,  esse  ponto  representa  o  número  de

Cluster para ser utilizado (SANTANA,2018).
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4. METODOLOGIA

O K-Mens é o método de agrupamento aplicado na base de dados escolhida, que é a

fornecida pelo Ministério da Justiça e Segurança Pública. Nele contém todos os acidentes

registrados pela Polícia Rodoviária Federal que ocorreram em rodovias brasileiras entre

2007 e 2020.

O objetivo da aplicação desse algoritmo é buscar correlações  entre  os acidentes

registrados, assimilando os atributos de cada evento, como horários, datas, causas e até

mesmo  trechos,  para  que  mostre  dados  palpáveis  que  podem  ser  interpretados  como

padrões e/ou anomalias que causam tais acidentes.

4.1. Ambiente

O  ambiente  de  desenvolvimento  escolhido  para  a  aplicação  do  algoritmo  de

clusterização  é  o  editor  de  script  da  Kaggle.  É  uma  plataforma  online utilizada  para

competições de Data Science acadêmicas públicas e privadas. Além dela disponibilizar um

grande  repositório  diversificado  de  base  de  dados,  fornece  Kernels que  possibilitam

executar códigos de forma online, dentro da própria plataforma.

O ambiente disponibilizado pela plataforma que foi escolhido é o  Kernel Notebook, que

utiliza a linguagem de programação Python 3.6.6.Tal escolha foi devido a praticidade de

visualização  dos  dados  analisados  e  pela  facilidade  de conexão,  pois  a base de  dados

utilizada também se encontra na plataforma.

4.2. Base de Dados

A base  de  dados  utilizada  é  referente  a  acidentes  reais  ocorridos  em rodovias

brasileiras, registrados entre 2007 e 2020 pela PRF (Polícia Rodoviária Federal). Os dados

são  reunidos  pelo  DETRAN  e  fornecido  publicamente  pelo  Ministério  da  Justiça  e

Segurança Pública.

O repositório encontra-se no próprio site do governo, mas como dito anteriormente,

para facilitar a conexão entre a aplicação do algoritmo e a base de dados, os dados foram

retirados de uma publicação na plataforma online Kaggle.

Com 2.03 GigaByte de dado e  são separados em bases individuais classificadas por

ano, 2007 à 2020, cada base contém 35 colunas que caracterizam os acidentes com dados
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descritivos  do  acidente,  classificação,  gravidade,  localização,  condições  da  pista,

informações meteorológicas, dados dos veículos e dados dos acidentados.

4.3. Pré-processamento dos Dados

Durante  a  fase  de  pré-processamento  de  dados  foi  realizada  uma  verificação

completa dos dados, se havia caracteres especiais que não seriam lidos, se haviam dados

em branco ou nulos que dificultariam a análise.

Nas colunas que representa as coordenadas dos acidentes, houve a transformação

dos dados de cadeia de caracteres para apenas número com ponto (float), isso possibilitou

que fosse aplicado operações matemáticas com os valores. Por fim, foi desconsiderados os

acidentes que não tiveram suas coordenadas registradas.

.
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6. RESULTADOS ALCANÇADOS

Com  a  aplicação  do  algoritmo  K-Means  foi  possível  mostrar  a  necessidade  e

eficiência de utilizar clusterização para analisar dados. 

O repositório utilizado para a análise contém 13 bases de dados, referentes a 2007

até 2020, com a quantidade de linhas entre 45.400 e 192.223 linhas. De certa forma, seria

possível analisar tais dados de forma manual, humana, porém não com tamanha eficiência

e rapidez.

Os  Clusters encontrados  nas  localizações  geográficas,  por  exemplo,  são  pontos

estratégicos que até podem ser aproximados dedutivamente, mas só podem ser precisos se

forem encontrados de forma algorítmica. Além da quantidade correta de pontos a serem

utilizados em cada análise e do tempo de execução, que foi entre 11,7 e 24,1 segundos.

6.1. Aplicação do algoritmo K-means

6.1.1. Preparação

O primeiro passo para a aplicação do algoritmo foi a importação das bibliotecas

necessárias que possibilitaram a realização do estudo.

Figura 9: Importação das bibliotecas no Python

Fonte: Elaborado pelo autor(2021).

Nesse primeiro passo foi realizado as seguintes importações: 

 Numpy: Para manipulação dos vetores;

 Matplotlib: Para plotar os gráficos;

 Sklearn.cluster: Para utilizar o K-Means;

 Seaborn: Para visualização dos dados;

 Pandas: Para processamento dos dados;

No segundo passo foi feito a importação dos dados que serão utilizados, além da

declaração  das  variáveis  que  recebem os  dados dos  acidentes  registrados,  inicialmente

separados por ano.
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Figura 10: Importação do diretório em Python

Fonte: Elaborado pelo autor(2021).

Para descobrir o número de  clusters que será ideal para a análise do conjunto de

dados foi utilizado o Elbow Method, para procurar o ponto de normalização dos dados,

esse ponto, ou cotovelo, do gráfico marca o número de cluster que será utilizado.

E por fim, a aplicação do algoritmo para realizar a clusterização. Foram realizadas

algumas  rotinas  de  testes  devido  a  grande  quantidade  de  variáveis  que  podem  gerar

resultados diferentes.

6.1.2. Primeira Rotina

Na  primeira  rotina  o  algoritmo  foi  aplicado  levando  em  consideração  as

coordenadas  geográficas  dos  acidentes,  latitude  e  longitude.  O objetivo  dessa  rotina  é

buscar pontos assimilares entre as localizações dos acidentes, que podem ser trechos que

possuem uma maior tendência a ocorrer acidente. As coordenadas até o ano de 2017 não

eram  registradas,  ou  não  foram  divulgadas,  no  repositório.  A  seguir,  a  representação

gráfica dos acidentes registrados com o objetivo de buscar o número ideal de clusters.
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Figura 11: Primeira rotina.

Fonte: Elaborado pelo autor(2021).

A normalização ocorre a partir do terceiro  cluster, portanto o número de  clusters

que será utilizado nesta rotina é 3.

Com a aplicação do algoritmo para dividir entre esses 3 clusters, foi adicionado a

coluna label para demonstrar como ficou a separação de cada dado entre os 3  clusters.

Com  a  adição  dessa  coluna,  representada  a  seguir,  é  possível  ver  a  obtenção  da

clusterização esperada.

Figura 12: Tabela latitude/longitude.
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Fonte: Elaborado pelo autor(2021).

E assim resultou a representação gráfica dos acidentes registrados em 2020

com a adição da coluna label, que dividiu os dados em três grupos.

Figura 13: Representação Gráfica do Grupo de Dados 2020.

Fonte: Elaborado pelo autor(2021).

Após a demonstração da divisão das 3 labels criadas pelo algoritmo, foi traçado no

mapa  os  pontos  médios,  ou  clusters,  que  agrupam  os  acidentes  registrados  por

aproximação através da localização geográfica.

Figura 14: Clusters do Grupo de Dados 2020.
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Fonte: Elaborado pelo autor(2021).

Os  pontos  médios  marcam  as  coordenadas  nos  estados  de  Mato  Grosso  (-

10.9629522, -58.17611595),  São Paulo (-23.20477861, -47.76731599) e Pernambuco (-

8.18453397, -39.45756332). Não necessariamente todos os pontos coincidem em uma BR,

com exceção de São Paulo, mas todos são próximos de rodovias que possuem um dos

maiores números de acidentes registrados.

O cluster de Mato Grosso marca no mapa um ponto entre as BR’s 364 e 163 que

são respectivamente a 6ª e 7 ª em números, juntas totalizam 3062 acidentes registrados.

Além delas, o ponto encontra-se no norte de Mato Grosso, que ligam o estado a Rondônia,

Amazonas e Pará.

O segundo localiza-se no centro do estado de São Paulo e está próxima a inúmeras

rodovias como as BR’s 101,116, e 364 que são 3 das 4 maiores em número de acidentes,

além de estar próxima da cidade mais movimentada do país, São Paulo. (CNT, 2021).

E o terceiro cluster em Alagoas, está próxima das rodovias BR 101 e 116. O ponto

foi marcado na região central do Nordeste.

Esse mesmo processo também foi realizado individualmente para os acidentes ocorridos

em 2018 e 2019. Os resultados foram:

Figura 15: Clusters do Grupo de Dados 2019.
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Fonte: Elaborado pelo autor (2021).

Figura 16: Clusters do Grupo de Dados 2018.

Fonte: Elaborado pelo autor (2021).

Ambos  os  gráficos  tendem a  buscar  uma certa  aproximação  geográfica  dos  dados,

buscado as regiões do nordeste, sudeste e o note. Tal fato demonstram de forma dedutiva

que são área que requerem uma maior atenção, que carecem prioritariamente de melhorias

para que o número de acidentes registrados seja menor.
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7. RESULTADOS ESPERADOS

Os fundamentos desse trabalho são mais complexos do que mostrar a eficiência de

um método de Data Mining. Esse estudo propõe a utilização de clusterização na aplicação

de  estudos  que  forneçam  medidas  que  visam  a  diminuição  de  acidentes  em rodovias

brasileiras. 
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