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RESUMO 

 

As abelhas constituem um dos principais grupos de animais associados à polinização de 

diversas plantas nativas e cultivadas, à regeneração de ecossistemas fragmentados e à 

apicultura, com destaque para Apis mellifera L., espécie exótica introduzida no Brasil no 

século XIX. Entretanto, a intensificação do uso de agrotóxicos na agricultura tem 

contribuído para o extermínio das populações de abelhas e, consequentemente, ameaçado 

a estabilidade da biodiversidade e os serviços ecossistêmicos. O presente trabalho 

objetiva a construção e validação de modelos de inteligência artificial (IA) capazes de 

predizer a ecotoxicidade de compostos tóxicos em Apis mellifera. Inicialmente, os 

maiores conjuntos de dados públicos de produtos químicos com dados experimentais de 

toxicidade aguda oral e por contato para A. mellifera foram integrados e preparados. Em 

seguida, modelos de classificação robustos e preditivos (taxa de acerto ~91-92%) foram 

desenvolvidos para ambos os endpoints (toxicidade oral e por contato) acordo com as 

melhores práticas de modelagem preditiva e seguindo recomendações da OECD. Em 

seguida, os modelos mais preditivos foram implementados no aplicativo BeeToxAI, o 

qual está disponível gratuitamente em http://beetoxai.labmol.com.br/. Após a 

implementação, um conjunto externo de agrotóxicos com dados de toxicidade aguda oral 

(9 compostos) e por contato (14 compostos) para A. mellifera foi utilizado para avaliação 

adicional da preditividade dos modelos. O BeeToxAI foi capaz de prever a toxicidade 

aguda por contato de 12 dos 14 agrotóxicos e a toxicidade aguda oral de 7 dos 9 

agrotóxicos. Além da predição de toxicidade, o BeeToxAI também disponibiliza a 

confiança (probabilidade) da predição, o domínio de aplicabilidade, e gera mapas 

codificados por cores das contribuições de fragmentos relativos à toxicidade. Esta valiosa 

contribuição pode ser utilizada como método alternativo ao uso de animais para 

otimização dos fluxos de registro e reavaliação de agrotóxicos no IBAMA e demais 

agências governamentais, de modo a estimar de forma rápida e confiável o risco 

inaceitável desses produtos para as abelhas 

  

Palavras-chave: Polinizadores; Apis melífera; aprendizado de máquina; ecotoxicologia, 

modelagem preditiva; método alternativo. 
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ABSTRACT 

 

 

The former bees one of the main groups of animals associated with the pollination of 

several native and cultivated plants, the regeneration of fragmented ecosystems and 

beekeeping, with emphasis on Apis mellifera L., an exotic species introduced in Brazil in 

the 19th century. However, the intensification of the use of pesticides in agriculture has 

contributed to the extermination of bee populations and, consequently, has threatened the 

stability of biodiversity and ecosystem services. The present work aims to build and 

validate artificial intelligence (AI) models capable of predicting the ecotoxicity of toxic 

compounds in Apis mellifera. Initially, the largest public chemical data sets with 

experimental data on acute oral and contact toxicity for A. mellifera were integrated and 

prepared. Then, robust and predictive classification models (hit rate ~ 91-92%) were 

developed for both end points (oral and contact toxicity) according to best predictive 

modeling practices and following OECD recommendation. Then, the most predictive 

models were implemented in the BeeToxAI application, which is available for free at 

http://beetoxai.labmol.com.br/. After implementation, an external set of pesticides with 

acute oral toxicity (9 compounds) and contact (14 compounds) toxicity data for A. 

mellifera was used to further evaluate the predictability of the models. BeeToxAI was 

able to predict acute contact toxicity in 12 of the 14 pesticides and acute oral toxicity in 

7 of the 9 pesticides. In addition to the toxicity prediction, BeeToxAI also provides the 

confidence (probability) of the prediction, the applicability domain, and generates color-

coded maps of the contributions of fragments related to toxicity. This valuable 

contribution can be used as an alternative method to the use of animals to optimize the 

registration flows and reevaluation of pesticides at IBAMA and other government 

agencies, in order to quickly and reliably estimate the unacceptable risk of these products 

to bees. 

 

Key-words: Pollinators; Apis mellifera; machine learning; ecotoxicology; predictive 

modeling; alternative method. 
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1. REFERENCIAL TEÓRICO 

1.1. ECOSSISTEMA 

As abelhas estão entre os insetos mais importantes porque transferem o pólen entre 

plantas e culturas selvagens e, consequentemente, fornecem serviços ecológicos vitais 

como polinizadores. Durante os voos de forrageamento, ou enquanto eles coletam néctar, 

pólen, resinas de plantas e ingerem néctar e água, as abelhas, inadvertidamente, entram 

em contato com uma grande variedade de substâncias tóxicas, como agrotóxicos e 

produtos químicos industriais. Quase sempre, elas acabam levando esses produtos 

químicos perigosos de volta para a colônia onde eles podem induzir efeitos subletais ou 

letais para toda a colmeia (OERKE, 2006; OSBORNE, 2012; FRISCHE et al., 2018). 

Os agrotóxicos têm um papel importante na agricultura através da proteção de 

culturas de pragas, como fungos, ervas daninhas, insetos e doenças de plantas. Como 

consequência, os agrotóxicos favorecem uma melhora a produtividade e a segurança 

alimentar. Todavia, pesquisadores diversos países têm percebido uma queda dramática 

no número de abelhas devido a toxicidade destes produtos químicos (CAMERON et al., 

2011; OSBORNE, 2012; RHODES, 2018; BUTLER, 2018). Estudos recentes têm 

demonstrado diversos efeitos subletais de agrotóxicos em abelhas (ORLLETON, 2017; 

BUTLER, 2018; SPONSLER et al., 2019). Esses produtos químicos podem alterar a 

atividade o perfil de atividade enzimática, a função imune, o comportamento alimentar, 

desenvolvimento, proporções sexuais de prole, comportamento de oviposição, 

mobilidade, navegação, orientação e aprendizado (OECD, 1998; BLACQUIÈRE et al., 

2012; FAIRBROTHER et al., 2014; ORLLETON, 2017; THORBEK et al., 2017; 

SPONSLER et al., 2019; BCC 2019; BANKS et al., 2020; OECD, 2020). 

Em resposta a esses problemas, agências governamentais e órgãos consultivos 

científicos tem desenvolvido e padronizado métodos e estratégias para avaliar os efeitos 

tóxicos de agrotóxicos e produtos químicos industriais em abelhas. Atualmente, a 

Organização para Cooperação e Desenvolvimento Econômico (OECD)(EPA, 2020) e o 

Instituto Brasileiro do Meio Ambiente (IBAMA) (EPA, 2018) recomendam que os efeitos 

tóxicos de produtos químicos em abelhas sejam determinados com 24 ou 48 horas de 

exposição, com o intuito de determinar a dose e/ou concentração que induz a morte de 

50% de uma população de abelhas (DL50 e LC50, respectivamente). Entretanto, a 

avaliação completa da toxicidade para uma grande quantidade de substâncias químicas 

(em várias doses e concentrações) por meio destes ensaios experimentais é demorada, 
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dispendiosa e representa um problema ético. Portanto, o desenvolvimento de novos 

métodos e tecnologias para acessar a ecotoxicidade em abelhas é urgentemente 

necessário. 

1.2. AGROTÓXICOS E ABELHAS 

Os agrotóxicos têm um papel essencial na proteção das plantas e na redução das 

perdas de safra por insetos e patógenos durante os processos de agricultura em grande 

escala (OERKE, 2006; FRISCHE et al., 2018). No entanto, vários efeitos nocivos dos 

agrotóxicos têm sido descritos na literatura, afetando os ecossistemas aquáticos e 

terrestres, principalmente para espécies não-alvo, como peixes, minhocas, pássaros e 

abelhas (OSBORNE, 2012; RHODES, 2018). Nos últimos anos, houve um aumento no 

impacto dos agrotóxicos nas abelhas (CAMERON et al., 2011; BLACQUIÈRE et al., 

2012; FAIRBROTHER et al., 2014; THORBEK et al., 2017; BUTLER, 2018; BANKS 

et al., 2020). Durante seus voos de forrageamento ou enquanto coletam néctar, pólen e 

água, as abelhas podem inadvertidamente ser contaminadas com uma grande variedade 

de agrotóxicos (SPONSLE et al., 2019). Muitas vezes, as abelhas contaminadas carregam 

esses produtos químicos perigosos de volta para a colmeia, podendo induzir efeitos 

subletais ou letais para toda a colônia (OLLERTON, 2017; SPONSLE et al., 2019). 

A toxicidade induzida quimicamente é a principal causa da extinção recente de 

abelhas (Apis mellifera), que pode resultar em uma séria ameaça à segurança alimentar 

global e aos serviços do ecossistema planetário. O consumo anual de agrotóxicos no 

Brasil é superior a 300 mil toneladas de produtos formulados. Expresso em ingredientes 

ativos, isto representa mais de 130 mil toneladas de consumo anual destes produtos 

químicos no país. Nos últimos quarentas anos, o consumo de agrotóxicos aumentou 

700%, enquanto a área agrícola aumentos apenas 78% (SPADOTTO et. al., 2004). Estes 

dados mostram a situação alarmante da agricultura, o que pode acarretar sérios danos ao 

meio ambiente. 

No Brasil, têm ocorrido muitos relatos de apicultores sobre a mortalidade súbita de 

suas abelhas, em diversas regiões do país. Em todos os casos foram relatos dos apicultores 

uma alta mortalidade nas colmeias atingidas. Infelizmente na grande maioria dos casos, 

não foi possível coletar amostras das abelhas mortas para análise e comprovação da 

contaminação. Inúmeras suspeitas já foram levantadas a fim de encontrar os motivos da 

intoxicação e morte das abelhas. Entre alguns motivos estão as mudanças climáticas 

globais, que alteram o regime de chuvas de muitas regiões, provocando secas 
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prolongadas, a intoxicação por plantas tóxicas e, principalmente a exposição das abelhas 

aos agrotóxicos em nossos campos de cultivo (EMBRAPA, 2016; PIRES et al, 2016; 

SPONSLE et al., 2019). 

1.3.  NEONICOTINOIDES 

Os agentes polinizadores e a reprodução vegetal proporcionada por sua ação são 

elementos cruciais no funcionamento de quase todos os ecossistemas terrestres, incluindo 

aqueles dominados pela agricultura (EMBRAPA, 2016; PIRES et al, 2016; BBC, 2019). 

No entanto, o uso irracional de inseticidas nos ecossistemas pode ocasionar o 

desequilíbrio da população de abelhas que visitam estes locais, bem como a exposição a 

agrotóxicos também pode afetar a sobrevivência da colônia. Em particular, a aplicação 

de inseticidas neonicotinóides, que aumentou substancialmente em escala global ao longo 

do última década, foi suspeita de representar uma grande ameaça à sobrevivência das 

abelhas (CAMERON et al., 2011; BLACQUIÈRE et al., 2012; OLLERTON, 2017). 

Os neonicotinóides são neurotoxinas que agem como agonistas do receptor 

nicotínico da acetilcolina, interrompendo o colinérgico neuronal transdução de sinal, 

levando a um comportamento anormal, imobilidade e morte de pragas de insetos alvo 

(MATSUDA et al., 2001; TOMIZAWA E CASIDA, 2005; ELBERT et al., 2008). 

Freqüentemente, insetos não-alvo, como as abelhas, entram em contato com esses 

inseticidas (PISA et al., 2015). Os neonicotinóides são chamados de "sistêmicos", pois 

são absorvidos pelas plantas e espalhados por todos os tecidos através de seus sistema 

vascular (ELBERT et al., 2008). Assim, pólen, néctar e também os fluidos de gutação 

podem conter neonicotinóides (DESNEUX et al., 2007; CRESSWELL, 2011; 

BLACQUIÈRE et al., 2012; GOULSON, 2013; VAN DER SLUIJS et al., 2013; EASAC, 

2015). Assim, as abelhas forrageiras podem entrar contato com pólen e néctar 

contaminados com neonicotinoides e transportá-los para a colmeia, onde são 

frequentemente detectados em pão de mel e abelha 

Efeitos letais diretos dos neonicotinóides, causados por acidentes a exposição de 

abelhas forrageiras a concentrações tóxicas agudas de neonicotinóides ocorre apenas 

raramente. Mas comumente, as abelhas estão expostas a concentrações mais baixas de 

neonicotinóides, levando a efeitos subletais, como aprendizagem prejudicada ou homing 

comportamento. Alguns neonicotinóides como o tiaclopride são aplicados como sprays 

em colheitas com flores, e. colza. Outras, como imidacloprida, clotianidina ou 

tiametoxam são principalmente aplicado como curativo de sementes ou aplicações no 
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solo. Recentemente, estes últimos três neonicotinóides foram temporariamente proibidos 

pelo Comissão Europeia (2013), devido às crescentes preocupações sobre o risco que eles 

podem representar para as abelhas e outros polinizadores (GROSS, 2013; EFSA, 2013a, 

b, c, 2014). As perdas de colônias são frequentemente associadas a altos níveis de 

infecção de patógenos e parasitas. Isso sugere uma ligação causal entre  fatores de estresse 

e função imunológica reduzida. A defesa imunológica depende em vários fatores internos 

e externos, como o nutricional estado ou a idade das abelhas. Além disso, há evidências 

de que o ectoparasita invasivo Varroa destructor Anderson e Trueman (2000) prejudica 

o defesa imunológica das abelhas, reduzindo a expressão de genes imuno-relevantes e 

aumentando a replicação viral, assim afetando a longevidade e a resistência a doenças. 

 

1.4. AVALIAÇÃO DO POTENCIAL ECOTOXICOLÓGICO EM 

ABELHAS 

Testes de toxicidade são ensaios laboratoriais, realizados sob condições 

experimentais específicas e controladas, utilizados para estimar a toxicidade de 

substâncias, efluentes industriais e amostras ambientais (águas ou sedimentos). Nesses 

ensaios, organismos-testes são expostos a diferentes concentrações de amostra e os efeitos 

tóxicos produzidos sobre eles são observados e quantificados (OERKE, 2006; 

OSBORNE, 2012; FRISCHE et al., 2018). Os testes de toxicidade não permitem obter 

uma resposta absoluta sobre o risco que uma determinada amostra apresenta para a 

população humana, uma vez que é muito difícil extrapolar para os seres humanos os 

resultados de toxicidade obtidos para os organismos em laboratório e até mesmo 

correlacionar os resultados de toxicidade entre organismos de diferentes espécies 

(OERKE, 2006; GOULSON, 2013; PIRES et al, 2016). 

A ciência que estuda os efeitos nocivos causados por substâncias químicas sobre 

organismos vivos é chamada toxicologia (FAIRBROTHER et al., 2014). A toxicologia 

tem como principais objetivos identificar os riscos associados a uma determinada 

substância e determinar em quais condições de exposição esses riscos são induzidos 

(THORBEK et al., 2017). A ocorrência, natureza, incidência, mecanismo e fatores de 

risco associados às substâncias tóxicas são parâmetros experimentalmente investigados 

pela toxicologia (OEKER, 2006). 

A ecotoxicologia é uma área especializada da toxicologia ambiental que centra seus 

estudos nos efeitos ocasionados por agentes químicos e físicos sobre a dinâmica de 
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populações e comunidades integrantes de ecossistemas definidos (FRISCHE et al., 2018; 

BLACQUIÈRE et al., 2012). O termo ecotoxicologia é algumas vezes utilizado como 

sinônimo do termo toxicologia ambiental, entretanto, este último também abrange os 

efeitos dos agentes químicos do ambiente sobre os seres humanos (OLLETON, 2017). 

Tabela 1 - Definição de alguns termos utilizados em testes de toxicidade 

Parâmetro Definição Tempo de exposição 

DL50 

Dose Letal Média: dose de amostra que 

causa mortalidade de 50% dos organismos no 

tempo de exposição e condições do teste. 

24 a 96h 

CL50 

Concentração Letal Média: concentração de 

amostra que causa mortalidade de 50% dos 

organismos no tempo de exposição e nas condições 

do teste. 

24 a 96h 

Fonte: (Adaptado de OGA et al., 2008). 

Na Tabela 2 são definidos os parâmetros mais freqüentemente utilizados em testes 

de toxicidade. A DL50 é um parâmetro normalizado pelo peso do organismo, ou seja, é 

expresso em mg de substância química por massa do organismo em kg (JIANG, 2020). 

O termo dose refere-se à quantidade de substância tóxica que entra no organismo e, 

portanto, pode ser inferior à dose à qual o organismo é exposto (BUTLER, 2018). DL50 é 

um parâmetro bastante utilizado em farmacocinética e medicina (FAIRBROTHER et al., 

2014). Os parâmetros CL50, CE50, CENO e CEO, frequentemente utilizados em 

ecotoxicologia aquática, são normalizados em função do ambiente em que os organismos 

são expostos (JIANG, 2020). Por esse motivo, eles são expressos em termos da 

concentração ambiental da substância química, a qual é geralmente expressa em mg de 

substância por litro de solução preparada em água natural ou sintética apropriada (água 

de diluição) (SPONSLER et al., 2019). 

A relação entre a concentração de uma substância química à qual é exposta um 

determinado organismo e o efeito nocivo que lhe é produzido, conhecida como relação 

dose-resposta, é um dos aspectos mais importantes da ecotoxicologia aquática. A relação 

dose-resposta constitui a base fundamental para a avaliação do risco gerado pelas 

substâncias químicas no meio ambiente porque permite quantificar a toxicidade aguda 

dessas substâncias. 
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Figura 1 - Representação de uma curva dose-resposta típica obtida em testes de 

toxicidade. 

 

Fonte: (Adaptado de OGA et al., 2008). 
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2. INTRODUÇÃO 

Os agrotóxicos possuem um papel fundamental no controle de pragas agrícolas. 

(OERKE, 2006; FRISCHE et al., 2018). No entanto, vários efeitos nocivos desses 

produtos químicos vêm sendo relatados para organismos aquáticos e terrestres 

prestadores de serviços ecológicos, tais como abelhas (OERKE, 2006; OSBORNE, 2012; 

BLACQUIÈRE et al., 2012; FAIRBROTHER et al., 2014; FRISCHE et al., 2018).  

Durante seus voos de forrageamento ou enquanto coletam néctar, pólen e água, as abelhas 

podem inadvertidamente ser contaminadas com uma grande variedade de produtos 

químicos tóxicos (BANKS et al., 2020). Muitas vezes, as abelhas contaminadas carregam 

esses produtos químicos perigosos de volta para a colmeia, podendo induzir efeitos 

subletais ou letais para toda a colônia (THORBEK et al., 2017; BANKS et al., 2020)  

A redução drástica do número de abelhas representa uma séria ameaça à 

manutenção da biodiversidade e segurança alimentar global (ORLLETON, 2017; 

SPONSLER et al., 2019). Apenas nos três primeiros meses de 2019, os neonicotinoides 

(inseticidas derivados de nicotina) foram responsáveis pela morte de 400 milhões de 

abelhas no Rio Grande do Sul, 45 milhões no Mato Grosso do Sul e 7 milhões em São 

Paulo. Consequentemente, órgãos consultivos científicos e agências governamentais 

como o Instituto Brasileiro do Meio Ambiente e dos Recursos Naturais Renováveis 

(IBAMA) têm implementados protocolos padronizados para avaliação toxicológica de 

agrotóxicos em abelhas melíferas (Apis mellifera) (OECD 1998). Os testes de toxicidade 

aguda exigidos avaliam a dose do agrotóxico que é letal para 50% das abelhas submetidos 

à experimentação (DL50). As vias de exposição predominantes são por contato (ou seja, 

pulverização direta) ou incubação oral (ou seja, consumo de néctar e pólen).  

2.1. Aprendizado de máquina 

A característica laboriosa e preço dos ensaios experimentais com abelhas representa 

a principal entrave para avaliação de risco ecotoxicológico durante o registro e 

reavaliação de agrotóxicos. Por exemplo, o custo médio para avaliação de toxicidade 

aguda de um único agrotóxico em abelhas adultas é de R$ 71 mil (EPA, 2020)  

Consequentemente, métodos computacionais tem sido sugeridos como solução estratégia 

para substituição dos testes com animais (MYATT et al., 2018). Uma vez estando em 

conformidade com os princípios de substituição, refinamento e redução (3R's) de animais 

propostos por Russell e colaboradores (1959). 
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Os métodos computacionais tradicionais são baseados no conceito de que 

compostos que compartilham similaridade estrutural (read-across) ou certas 

subestruturas (structural alerts) podem compartilhar as mesmas propriedades 

toxicológicas. No entanto, essas metodologias baseadas em regras têm sido abandonadas 

por conta de sua limitada taxa de acerto durante as extrapolações (ALVES et al., 2016). 

Nesse sentido, os esforços no campo da toxicologia preditiva têm sido direcionados para 

a construção e validação de modelos de classificação usando aprendizado de máquina 

(ML, do inglês Machine Learning), por se tratar de uma metodologia com maior poder 

de predição (ALVES et al., 2016; GOB et al., 2017; JING et al., 2018). 

O ML representa um subcampo da inteligência artificial que evoluiu do estudo de 

reconhecimento de padrões e da teoria do aprendizado computacional. Conceitualmente, 

o algoritmo de ML possui a capacidade de aprender com dados sem ser explicitamente 

programados para isso (FOURCHES, 2014; TETKO et al., 2016) Dois tipos de 

informação são necessários para a geração de um modelo supervisionado: um conjunto 

de compostos (variável independente) e seus respectivos valores de toxicidade 

experimental (variável dependente). A variável dependente pode ser uma medida 

quantitativa contínua (e.g., DL50) ou categórica, utilizando um limiar para separar os 

compostos em classes (e.g., tóxico e não tóxico) quando o intuito é gerar modelos de 

classificação (KUBINYI, 1993). O processo de desenvolvimento e validação de um 

modelo pode ser representado em quatro etapas, conforme ilustrado na Figura 1.  

Na primeira etapa, o conjunto de dados é dividido em dois subconjuntos: conjunto 

modelagem e conjunto externo. O conjunto de treinamento, geralmente constituído por 

80% dos compostos do conjunto total, é utilizado na construção do modelo. Já os 

compostos do conjunto externo (20%) são utilizados para avaliar a capacidade preditiva 

do modelo (CHERKASOV et al., 2014); Na segunda etapa, todas as estruturas químicas 

são convertidas em descritores moleculares (transformação a informação química em um 

número útil) (TODESCHINI; CONSONNI, 2001); Na terceira etapa, métodos de ML 

(e.g., Random Forest (RF) (BREIMAN,2001), Deep Neural Networks (DNN)(LECUN et 

al., 2015; SCHMIDHUBER, 2015), Support Vector Machine (SVM) (VAPNIK ,2000) 

são utilizados para estabelecer relações quantitativas entre os descritores moleculares 

(conjunto modelagem) e propriedade toxicológica em estudo (QSAR, do inglês, 

Quantitative Structure-Activity/Toxicity Relationship). Esta etapa consiste em gerar uma 

hipótese capaz estabelecer e otimizar uma relação entre descritores (x) e propriedade 
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toxicológica (Y) utilizando parâmetros de ajuste (a e b) (WELLING, 2011; MITCHELL, 

2014; LAVECCHIA, 2015), conforme descrito na Equação abaixo: 

 

Y(𝑥) = 𝑎 + 𝑏𝑥 

 

Na quarta etapa, a capacidade preditiva do modelo gerado é determinada utilizando 

métricas apropriadas, as quais irão avaliar a habilidade do modelo em predizer 

corretamente a toxicidade de compostos do conjunto externo. Uma vez validado, o 

modelo gerado representa uma ferramenta inestimável para a predição de toxicidade de 

agrotóxicos não testados experimentalmente. (VAPNIK ,2000; BREIMAN,2001; 

TODESCHINI; CONSONNI, 2001; WELLING, 2011; CHERKASOV et al., 2014; 

MITCHELL, 2014; LECUN et al., 2015; SCHMIDHUBER, 2015; LAVECCHIA, 2015) 

 

3. JUSTIFICATIVA  

Considerando (i) o papel fundamental dos agrotóxicos no controle de pragas; (ii) o 

declínio drástico da população de abelhas no mundo inteiro; (iii) o papel das abelhas como 

organismos prestadores de serviços ecológicos fundamentais para manutenção da 

biodiversidade e segurança alimentar; e (iv) o alto custo e baixa vasão dos métodos 

experimentais de avaliação toxicológico, o presente projeto justifica-se pelas seguintes 

razões:  

I. Os modelos de classificação baseados em ML apresentam performance preditiva 

superior aos métodos baseados em regras (read-across e structural alerts) e 

métodos de regressão clássicos usados para construção de QSAR; 

II. Os modelos de classificação disponíveis na literatura científica para avaliação de 

toxicidade aguda em abelhas não obedecem às boas práticas de modelagem 

preditiva e princípios da (OECD);  

III. Modelos de classificação podem reduzir o tempo e custo associados ao registro e 

reavaliação de agrotóxicos e favorecer a comercialização de produtos químicos 

menos tóxicos; 

IV. Uma vez validados, os modelos de classificação podem ser utilizados para triagem 

virtual de todo o espaço químico de agrotóxicos; 

V. Um aplicativo digital baseado em ML para predição de toxicidade aguda de 

agrotóxicos em abelhas pode ser considerado um método alternativo ao uso de 
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animais. Uma vez validado, essa ferramenta pode otimizar os fluxos de registro e 

reavaliação de agrotóxicos no IBAMA e demais agências governamentais do 

Mercosul. 
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4. OBJETIVO GERAL E ESPECÍFICOS 

Diante do exposto, o objetivo geral dessa proposta foi desenvolver um aplicativo 

(BeeToxAI) utilizando métodos de ML para avaliação preditiva de toxicidade aguda oral 

e por contato de agrotóxicos em A. mellifera.  

Os objetivos específicos foram: 

 Coletar, integrar e padronizar os maiores conjuntos de dados de compostos 

com dados de toxicidade aguda oral e por contato para A. mellifera; 

 Desenvolver e validar modelos de QSAR para classificação utilizando cinco 

tipos de impressões digitais moleculares e três métodos de aprendizado de 

máquina; 

 Realizar a interpretação mecanística dos modelos de QSAR utilizando os 

mapas de probabilidade; 

 Implementar os modelos construídos em um servidor e aplicativo de acesso 

livre. 

 Diminuir o alto custo dos modelos experimentais e baixa vasão   

 Evitar a morte desnecessária de abelhas  
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5. METODOLOGIA 

5.1.  Conjunto de dados 

Inicialmente, todos os compostos com dados de toxicidade aguda (DL50) para A. 

mellifera disponíveis nas bases de dados US EPA’s Ecotox, EFSA’s OpenFoodTox e 

OCHEM foram compilados e integrados. Em seguida, os compostos foram categorizados 

em “tóxicos” e “não tóxicos” usando um limiar de 11 μg/abelha e depois divididos em 

dois conjuntos de dados com base no tipo de exposição (toxicidade aguda oral ou por 

contato). 

5.2.  Preparo e padronização dos dados 

Todas as estruturas químicas e dados toxicológicos correspondentes foram 

padronizadas usando o programa Standardizer v.16.9.5.0 (ChemAxon Inc., Budapest, 

Hungary) e de acordo com protocolo padrão desenvolvido por Fourches e colaboradores 

(2010, 2015, 2016). Nesta etapa, hidrogênios explícitos foram adicionados as estruturas 

químicas, enquanto sais, misturas, polímeros e compostos organometálicos foram 

removidos. Além disso, quimiotipos específicos, como anéis aromáticos e grupos nitro 

foram normalizados. Em seguida, duplicatas (i.e., registros químicos idênticos repetidos 

no conjunto de dados) foram identificadas e excluídas usando as seguintes regras: (i) se 

as duplicatas apresentassem discordância (e.g., tóxico vs. não tóxico), ambas as entradas 

foram excluídas; (ii) se os resultados forem concordantes, uma entrada foi retida no 

conjunto de dados e a outras excluídas. 

5.3.  Análise do espaço químico 

O espaço químico de cada conjunto de dados foi analisado através dos mapas de 

similaridade gerados no programa OSIRIS DataWarrior v.05.02.01(SANDER et al., 

2015). O mapa de similaridade usa uma abordagem Rubberbanding Forcefield, que 

traduz similaridade (vértices) entre compostos (nós). A abordagem pode ser executada de 

acordo com as seguintes etapas: (i) posicionamento aleatório de todos os compostos no 

espaço bidimensional (2D); (ii) cálculo da matriz de similaridade entre todos os 

compostos usando o coeficiente de Tanimoto (Tc) e descritores FragFP; (iii) identificação 

dos vizinhos mais próximos (Tc >0,8) de cada composto; e (iv) realocação gradual de 

todos os compostos para garantir que estruturas químicas semelhantes sejam agrupadas. 

(SANDER et al., 2015).  
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5.4.  Divisão do conjunto de dados 

Os conjuntos de dados foram divididos aleatoriamente em dois subconjuntos: 

conjunto modelagem (80% dos compostos) e conjunto externo (20% dos compostos). Os 

compostos do conjunto modelagem foram então submetidos à estratégia de validação 

cruzada de 5-folds (5FCV), enquanto o conjunto externo foi usado para avaliar a 

preditividade externa do modelo. Em seguida, cinco subconjuntos de tamanho igual 

foram gerados para o conjunto modelagem usando a estratégia de 5FCV. Nessa estratégia, 

quatro subconjuntos (80% do conjunto de modelagem) foram utilizados para construir o 

modelo (conjunto de treinamento) enquanto os 20% restantes foram utilizados como 

conjunto teste para avaliar a robustez do modelo. Os modelos de ML foram desenvolvidos 

cinco vezes, permitindo que cada um dos cinco subconjuntos seja usado como um 

conjunto teste momentâneo. 

5.5.  Descritores moleculares do tipo fingerprints 

Os fingerprints são descritores moleculares representados através de dígitos binários 

(bits) que codificam a presença ou ausência de subestruturas específicas em uma estrutura 

química. Na presente proposta, fingerprints circulares do tipo Morgan (ECFP) e 

FeatMorgan (FCFP), e Molecular ACCess System keys (MACCS) foram calculados para 

todos os compostos usando o programa de código aberto RDKit, (RINIKER, 2015) 

executado em Python v.3.7. Morgan e Feat Morgan foram gerados com raio variando 

entre 24 e comprimento de 2.048 bits. 

5.6.  Geração dos modelos e otimização de hiperparâmetros 

Modelos de classificação baseados em ML foram gerados através da combinação 

dos fingerprints moleculares com os algoritmos SVM e RF, disponíveis na biblioteca 

Scikit-learn v.0.19.2. A biblioteca TensorFlow48 foi utilizada como backend. Os 

hiperparâmetros de ML foram otimizados usando uma abordagem bayesiana 

implementada na biblioteca Scikit-Optimize v.0.7.4. A otimização bayesiana pode ser 

representada através seguinte equação: 

 

P(𝑓|D1:𝑡) ∝  P(D1:𝑡|𝑓)P(𝑓) 
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Em que, xi é a i-ésima amostra e 𝑓(xi) é a observação da função objetivo (G-mean) 

em xi. Como as observações D1:t = {x1:t, 𝑓(x1:t)} são acumuladas, a distribuição anterior 

é combinada com a função de probabilidade P(D1:t|𝑓) de estimar D1:𝑡, dado o modelo 𝑓 

multiplicado pela probabilidade anterior de P(𝑓). Em outras palavras, a otimização 

bayesiana identificará os valores que maximizam a função objetivo construindo uma 

função substituta (modelo probabilístico) com base nas combinações de hiperparâmetros 

explorados (WU et al., 2019; JIANG et al., 2020). 

5.7.  Performance estatística 

O desenho interno (conjunto de modelagem) e externo (conjunto externo) dos 

modelos foi avaliada utilizando as seguintes métricas: acurácia (ACC), sensibilidade 

(SE), especificidade (SP), valor preditivo positivo (PPV), valor preditivo negativo (NPV), 

coeficiente de correlação de Matthews (MCC) e área sobre a curva ROC (AUC). Essas 

métricas foram calculadas conforme as equações: 

 

ACC =  
VP + VN

N
 

SE =  
VP

VP + FN
  

SP =  
VN

VN + FP
  

PPV =  
VP

VP + FP
 

NPV =  
VN

VN + FN
  

MCC =  
VP x VN − FP x FN

√(𝑉𝑃 + 𝐹𝑃)(𝑉𝑃 + 𝐹𝑁)(𝑉𝑁 + 𝐹𝑃)(𝑉𝑁 + 𝐹𝑁) 
  

AUC =  ∑[(SEi+1)(SPi+1 − SPi )]

i

 

 

Em que N representa o número de compostos, VP e VN representam o número de 

verdadeiros positivos e verdadeiros negativos, FP e FN representam o número de falsos 

positivos e falsos negativos, respectivamente. Em seguida, o kappa de Cohen (κ) foi usado 

para medir a concordância entre os valores experimentais e preditos através das seguintes 

equações: 
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Pr(𝑎) =  
VP + VN

N
   

Pr (e) =  
(VP + FP) x (VP + FN) +  (VN + FN) x (VN + FP)

N
  

κ =  
Pr(𝑎) −  Pr(𝑒)

1 − Pr(𝑒)
  

 

Em que Pr(e) é a probabilidade hipotética de concordância por acaso e Pr(a) 

representa a concordância relativa observada entre a predição gerada pelo modelo e o 

dado experimental. 

 

5.8.  Calibração dos modelos 

Os modelos gerados foram calibrados usando uma abordagem threshold-moving 

implementada em Scikit-learn v.0.19.2 (PEDREGOSA et al., 2012). Essa abordagem usa 

diferentes limiares de probabilidade (entre 0% e 100%) obtidos a partir das curvas ROC  

para identificar o limiar com o maior valor de média geométrica (G-mean). Assim, os 

exemplos de classes minoritárias são mais fáceis de serem previstos corretamente. Após 

ajustar o limiar de probabilidade às predições, uma classe Python foi usada para sobrepor 

o valor de predição original à estrutura Scikit-learn, enquanto os valores de probabilidade 

foram escalonados da equação: 

 

xnormalizado =  
x  −  min(x)

max(x) − min (x)
 

 

Em que min(x) representa o limiar de probabilidade (LP) atualizado após 

calibração, max(x) representa o valor máximo da faixa de distribuição e 

x ϵ [min(x), max(x)] representa a medição a ser escalonada. Assim a probabilidade x da 

classe minoritária (tóxicos) foi atribuída dentro de um intervalo de [LP, 100%], com x =

min(x) representando o limiar LP e x = max(x) mapeado como 100%. Por outro lado, a 

probabilidade x da classe majoritária (não tóxicos) foi atribuída dentro de um intervalo 

de [0%, LP], com x = min(x) representado como 0% e x = max(x) mapeado como o 

LP. 
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5.9. Domínio de aplicabilidade 

O domínio de aplicabilidade (DA) dos modelos foi determinado usando a 

similaridade Dice (DS) entre um composto sob predição e os compostos dos conjuntos 

treinamento momentâneos (SØRENSEN, 1948). Em seguida, um valor de corte de 

similaridade (DT) foi usado para estimar a confiabilidade das predições, conforme 

destacado na equação abaixo: 

DT =  y̅ + Zσ  

Em que ӯ representa a D𝑆 média entre o composto sob predição e os compostos do 

conjunto treinamento momentâneo, σ é o desvio padrão da D𝑆 e Z é um parâmetro 

arbitrário que controla o nível de significância. Se a D𝑆 exceder o valor de DT, a predição 

pode ser considerada menos confiável (GOLBRAIKH, 2003). 

5.10.  Interpretação mecanística 

Mapas de contribuição foram gerados a partir de modelos de classificação para 

visualizar os fragmentos moleculares que contribuem positivamente ou negativamente 

para a toxicidade aguda oral e por contato (RINIKER, 2013; NEVES et al., 2020). Nessa 

abordagem, o "peso" de um fragmento codificado através de um bit é considerado como 

uma diferença de probabilidade predita obtida quando o bit do fingerprint é removido. 

Em seguida, os pesos normalizados de cada bit são usados para colorir os átomos ou 

fragmentos em um mapa topográfico. A cor verde indica a contribuição negativa para 

toxicidade (i.e., a probabilidade aumenta quando o bit é removido), enquanto a cor 

vermelha indica uma contribuição positiva para toxicidade (i.e., probabilidade predita 

diminui quando o bit é removido) (RINIKER, 2013; NEVES et al., 2020). 

5.11.  Implementação dos modelos 

O aplicativo digital BeeToxAI foi implementado em uma estrutura multiplataforma 

com tecnologia pronta para suportar demandas de grande escala em ambientes 

Kubernetes e arquitetura de microserviços. O backend (ponte entro os dados que vem no 

navegador rumo ao banco de dados e vice-versa) é um sistema de exibição flexível e de 

alto desempenho para modelos de aprendizado de máquina, projetado para ambientes de 

produção. O serviço de backend facilita a implantação de novos algoritmos e 

experimentos, mantendo a arquitetura de servidor e Application Programming Interface 

(APIs). A API é um conjunto de rotinas e pares para acesso a um aplicativo de software 
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ou plataforma baseado na web que funciona com infraestrutura JSON e permite 

integração pronta para uso com qualquer outro software de computador (e.g., KNIME). 

As principais bibliotecas integradas são Python, RDKit, Scikit-learn, uWSGI, JavaScript, 

Flask, Matplolib e Seaborn. O BeeToxAI também inclui a ferramenta JSME de 

JavaScript, para desenho e edição de estruturas químicas. Além disso, o back- e frontend 

usa GitLab para integração contínua (CI), entrega contínua (CDE) e implantação contínua 

(CD). A base de código do aplicativo está hospedada em um repositório Git e, para cada 

push, executa um pipeline de scripts para construir, testar, validar e implantar o aplicativo 

para produção. 
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6. RESULTADOS 

No presente projeto, o maior conjunto de dados de domínio público com dados de 

LD50 para A. mellifera foi compilado usando as melhores práticas para preparo de dados 

químicos e toxicológicos (FOURCHES; MURATOV; TROPSHA, 2010, 2015, 2016). 

Em seguida, um limiar de 11 μg/abelha foi usado para categorizar os compostos em 

tóxicos (≤11 μg/abelha) e não tóxicos (>11 μg/abelha) (EPA, 2020). Os compostos foram 

então agrupados em dois conjuntos de dados, “toxicidade aguda por contato” e 

“toxicidade aguda oral”, de acordo com o tipo de exposição das abelhas durante os ensaios 

experimentais. Os detalhes de ambos os conjuntos de dados estão descritos na Tabela 2.  

Tabela 2 - Informações gerais dos conjuntos de dados utilizados para geração de 

modelos de classificação. 

Conjunto de dados Tóxicos Não tóxicos Total 
Proporção tóxicos/não 

tóxicos 

Toxicidade aguda por contato 112 269 381 1:2.4 

Modelagem 89 215 304 1:2.4 

Externo 23 54 77 1:2.3 

Toxicidade aguda oral 71 98 169 1:1.4 

Modelagem 57 78 135 1:1.3 

Externo 14 20 34 1:1.4 

Fonte: Própria. 

Após o preparo e padronização dos dados, o conjunto com dados de toxicidade 

aguda por contato tinha 381 compostos (tóxicos: 112, não tóxicos: 269), enquanto o 

conjunto com dados de toxicidade aguda oral tinha 169 compostos (tóxicos: 71, não 

tóxicos: 98). Em seguida, os conjuntos de dados foram divididos em conjuntos de 

modelagem (80%) e externos (20%). Assim, 304 compostos do conjunto de toxicidade 

aguda por contato foram usados para o desenvolvimento dos modelos de classificação, 

enquanto os 72 compostos restantes foram usados para validar os modelos. Da mesma 

forma, 135 compostos do conjunto de toxicidade agudam oral foram usados para o 

desenvolvimento dos modelos, enquanto os 34 compostos restantes foram usados na 

validação externa. A qualidade geral da divisão dos conjuntos de dados é mostrada na 

Figura 2, a qual indica que os compostos do conjunto externo são relativamente 

distribuídos em todas as regiões do espaço químico dos compostos do conjunto de 

modelagem. 
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Figura 2 - Diversidade estrutural dos compostos (nós) pertencentes aos conjuntos 

modelagem e de validação externa gerados para os conjuntos de toxicidade aguda por 

contato (a) e toxicidade aguda oral (b). Os compostos com coeficiente de Tanimoto >0,8 

estão conectados por vértices. 

 

Fonte: Propria. 

6.1. Análise do espaço químico 

A análise do espaço químico foi realizada usando mapas de similaridade (SANDER 

et al., 2015) gerados a partir dos conjuntos de toxicidade aguda oral e por contato e um 

conjunto de 2.044 agrotóxicos coletados da base de dados Pesticide Product Information 

System Database. De acordo com a Figura 3, ambos os conjuntos (i.e., toxicidade aguda 

por contato e oral) são estruturalmente diversos, contendo grupos pequenos de compostos 

tóxicos e não tóxicos (círculos pretos), distribuídos ao logo de todas as regiões do espaço 

químico de agrotóxicos comerciais. Esta descoberta corrobora com o estudo de Alves et 

al.67 que demonstraram que a propriedade toxicológica de um composto depende de sua 

estrutura química e não de sua classe industrial (ALVES et al., 2018). 

Os mapas de similaridade também demonstraram que os compostos tóxicos e não 

tóxicos não compartilham os mesmos clusters. Nesse contexto, ambos os conjuntos, 

toxicidade aguda por contato (Figura 3a) e oral (Figura 3b), possuem poucos “cliffs” de 

toxicidade (i.e., compostos estruturalmente semelhantes com uma grande diferença na 

toxicidade) (WASSERMANN et al., 2010; STUMPFE; BAJORATH, 2012).  Os 

compostos representativos dos clusters 1-3 do conjunto de dados de toxicidade aguda por 

contato estão representados na Figura 3c. O cluster 1 contém piretroides tóxicos; cluster 

2 – organotiofosforados tóxicos; cluster 3 – sulfonilureias não tóxicas. Já os compostos 

representativos dos clusters 1-3 do conjunto de dados de toxicidade aguda oral estão 

representados na Figura 3d. O cluster 1 contém fosforotioatos tóxicos; cluster 2 – 
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piretroides tóxicos; e cluster 3 – compostos azólicos não tóxicos. Essas informações 

indicam que ambos os conjuntos de dados apresentam boa cobertura do espaço químico 

e, consequentemente, podem ser utilizados para geração de modelos de classificação 

usando ML. 

Figura 3 -Distribuição dos compostos tóxicos e não tóxicos dos conjuntos de dados de 

toxicidade aguda por contato (a) e toxicidade aguda oral (b) ao longo do espaço químico 

de agrotóxicos comerciais. Os clusters de compostos com coeficiente de Tanimoto >0,8 

estão destacados pelos círculos pretos e numerados de 1–3. Os compostos dos conjuntos 

de toxicidade aguda por contato e oral mais representativos de cada cluster (1–3) estão 

representados em (c) e (d), respectivamente. 

 

Fonte: propria. 

6.2. Modelos de classificação 

Modelos de classificação foram gerados e validados usando os conjuntos de 

toxicidade aguda por contato e oral para distinguir compostos tóxicos de não tóxicos. Ao 

todo, 20 modelos foram gerados através da combinação de dois métodos de ML (RF e 

SVM) com três tipos de fingerprints moleculares: MACCS, FeatMorgan e Morgan (raio 

2: FeatMorgan_2, Morgan_2; raio 4: FeatMorgan_4, Morgan_4). As performances 

estatísticas dos modelos preliminares gerados estão disponíveis no Anexo 1a (modelos 

de toxicidade aguda por contato) e Anexo 1b (modelos de toxicidade aguda oral). 

Em seguida, os modelos de classificação gerados foram calibrados alterando os 

limites de probabilidade (valor padrão = 50%) usados para a rotulação das classes 

(ZAKHAROV et al., 2014). A estimativa probabilidade representa um importante 

parâmetro para avaliação de confiança de predições toxicológicas. Usualmente, 

compostos com estimativas de probabilidade >50% são rotulados como tóxicos, enquanto 

compostos com probabilidade <50% são rotulados como não tóxicos. Entretanto, os 
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modelos de classificação desenvolvidos com conjuntos de dados desbalanceados 

geralmente fornecem estimativas de probabilidade pobres para a classe minoritária. 

Curiosamente, mesmo quando o desempenho geral é satisfatório, o modelo tem 

dificuldade em distinguir entre as classes e a confiança dessas predições é baixa 

(NICULESCU-MIZIL; CARUANA, 2005; WALLACE; DAHABREH, 2012). 

Consequentemente, o limiar de 50% pode não representar um “corte” adequado para 

rotulação de compostos como tóxicos e não tóxicos.  

As performances estatísticas dos modelos de classificação calibrados estão 

disponíveis no Anexo III (modelos de toxicidade aguda por contato) e Anexo IV 

(modelos de toxicidade aguda oral). De forma geral, a abordagem de calibração resultou 

em melhorias significativas no desempenho estatístico dos modelos gerados para predição 

de toxicidade aguda por contato. Conforme destacado na Tabela 3, o modelo Morgan_2 

+ RF (limiar de probabilidade = 0,29) demonstrou a melhor performance interna (ACC = 

0,87; SE = 0,79; SP = 0,91; e κ = 0,68) e externa (ACC = 0,92; SE = 0,83; SP = 0,96; e κ 

= 0,81) entre todos os modelos.  



 
 

 

Tabela 3 -Performance estatística dos melhores modelos de classificação desenvolvidos para toxicidade aguda oral e por contato. 

Fingerprint Método LP Conjunto ACC SE SP PPV NPV κ MCC AUC Cobertura 

Modelos de toxicidade aguda por contato 

Morgan_2 RF 29% 
Modelagem 0,87 0,79 0,91 0,78 0,91 0,68 0,68 0,85 0,68 

Externo 0,92 0,83 0,96 0,9 0,93 0,81 0,81 0,89 0,74 

Morgan_4 RF 33% 
Modelagem 0,85 0,79 0,88 0,73 0,91 0,65 0,65 0,83 0,64 

Externo 0,91 0,74 0,98 0,94 0,9 0,77 0,78 0,86 0,67 

FeatMorgan_2 RF 32% 
Modelagem 0,87 0,73 0,93 0,81 0,89 0,68 0,68 0,83 0,65 

Externo 0,90 0,78 0,94 0,86 0,91 0,75 0,75 0,86 0,70 

Modelos de toxicidade aguda oral 

MACCS RF 50% 
Modelagem 0,81 0,70 0,90 0,83 0,80 0,61 0,62 0,80 0,75 

Externo 0,88 0,86 0,90 0,86 0,90 0,76 0,76 0,88 0,85 

MACCS SVM 50% 
Modelagem 0,77 0,72 0,81 0,73 0,80 0,53 0,53 0,76 0,75 

Externo 0,91 0,93 0,90 0,87 0,95 0,82 0,82 0,91 0,85 

Morgan_4 SVM 50% 
Modelagem 0,84 0,74 0,91 0,86 0,83 0,66 0,66 0,82 0,66 

Externo 0,88 0,79 0,95 0,92 0,86 0,75 0,76 0,87 0,79 

LP: limiar de probabilidade ótimo obtido durante a calibração dos modelos; RF: Random Forest; SVM: Support Vector Machine; LP: limiar de probabilidade; ACC: acurácia; SE: 

sensibilidade; SP: especificidade; PPV: valor preditivo negativo; NPV: valor preditivo negativo; κ: kappa de Cohen; MCC: coeficiente de correlação de Matthews; AUC: área 

sobre a curva ROC; Cobertura: taxa de compostos do conjunto teste ou externo dentro do domínio de aplicabilidade. Os melhores modelos estão destacados em negrito.



 
 

 

Por outro lado, o processo de calibração não resultou em melhorias aparentes nos 

desempenhos estatísticos interno e externo dos modelos de classificação para toxicidade 

aguda oral. Curiosamente, os limiares de probabilidade ajustados durante a calibração se 

mantiveram próximos a 50%, possivelmente em decorrência da proporção semelhante de 

compostos tóxicos e não tóxicos (1:1,4) no conjunto modelagem. Assim, o modelo 

original MACCS + SVM (ACC = 0,91; SE = 0,93; SP = 0,90; e κ = 0,82) sem calibração 

(Tabela 2) foi escolhido como melhor modelo para predição de toxicidade aguda oral. 

6.3. Comparação com modelos previamente publicados 

Nos últimos anos, diversos modelos de classificação foram desenvolvidos para 

predizer a toxicidade aguda de produtos químicos em abelhas melíferas. Portanto, uma 

comparação do desempenho preditivo desses modelos com os modelos de classificação 

descritos nesse projeto é mostrada na Tabela 4.  

Tabela 4 - Comparação das performances externas dos modelos de classificação 

desenvolvidos para toxicidade aguda em abelhas melíferas reportados na literatura. 

Modelo Tipo Método Descritor ACC SE SP MCC 

Modelos desenvolvidos nesse projeto 

Toxicidade por contato Classificação RF Morgan_2 0,92 0,83 0,96 0,81 

Toxicidade oral Classificação SVM MACCS 0,91 0,93 0,90 0,82 

Modelos da literatura 

Venko et al.74 Classificação CPANN Dragon 0,77 0,75 0,79 0,48 

Singh et al.75 
Classificação PNN CDK 0,87 0,85 1,00 – 

Multiclasse PNN CDK 0,89 0,85 0,91 – 

Li et al.76 Classificação SVM SubFP 0,90 0,83 0,93 0,76 

Como et al.77 Classificação k-NN VEGA  0,84 0,80 0,86 0,67 

Carnesecchi et al.78 Classificação k-NN Dragon 0,90 0,93 0,85 0,78 

Wang et al.79 Classificação GACNN Grafos 0,83 0,69 0,89 0,59 

RF: Random Forest; Morgan_2: Fingerprints Morgan com raio 2; SVM: Support Vector Machine; PNN: 

Probabilistic Neural Network; k-NN: k-Nearest Neighbor; CPANN: Counter-Propagation Artificial Neural 

Network; GACNN: Graph Attention Convolutional Neural Network; MACCS: Molecular ACCess System 

keys; CDK: Chemistry Development Kit; SubFP: Substructure fingerprint; ACC: acurácia; SE: 

sensibilidade; SP: especificidade; MCC: coeficiente de correlação de Matthews. 

De forma geral, os modelos QSAR reportados nesse projeto apresentam 

desempenho superior quando comparados com os modelos de classificação 
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desenvolvidos por Como e colaboradores (2017), Venko e colaboradores (2018) e Wang 

e colaboradores (2020). Por outro lado, os modelos de classificação desenvolvidos por Li 

e colaboradores (2017), Singh e colaboradores (2014) e Carnesecchi e colaboradores 

(2020) apresentam performance estatística externa semelhante, embora os modelos 

reportados aqui tenham valores de ACC (>2–3%) e MCC (>3–5%) superiores. Embora 

esses modelos pareçam estar bem ajustados, uma análise crítica revela que boa parte deles 

não respeita as boas práticas para modelagem preditiva (FOURCHES, 2010; TROPSHA, 

2010; OECD, 2020). As principais limitações desses modelos são: (i) falta de evidências 

sobre preparo dos dados e análise duplicatas(SINGH et al., 2014; COMO et al., 2017; 

VENKO et al., 2018; WANG et al., 2020); (ii) uso de endpoint (propriedade toxicológica 

experimental) não definidos ou confusos (WANG et al., 2020); (iii) falta de estimativa 

do DA (COMO et al., 2017; LI et al., 2017; WANG et al., 2020) e (iv) falta de 

interpretação mecanicista (COMO et al., 2017; LI et al., 2017; CARNESECCH et al., 

2020; WANG et al., 2020). Além disso, nenhum deles respeito o limiar de >11 μg/abelha 

definido pela US EPA para categorização dos compostos como tóxicos e não tóxicos. 

Tais limitações comprometem a aplicabilidade desses modelos em estudos regulatórios 

para avaliação do risco toxicológico e registro de novos agrotóxicos. 

6.4.  BeeToxAI 

Após uma rigorosa validação, os modelos de classificação mais preditivos foram 

implementados no aplicativo BeeToxAI (http://beetoxai.labmol.com.br/). O BeeToxAI 

possui uma interface gráfica intuitiva (Figura 4), na qual o usuário pode desenhar a 

estrutura química de um composto sob investigação na caixa “Draw molecule or load a 

file” ou colar diretamente o código SMILES (do inglês, Simplified Molecular Input Line 

Entry Specification) da estrutura química no campo “Enter SMILES”. Depois de clicar 

no botão "Submit analysis", o usuário receberá os resultados das predições (e.g., tóxico 

e não tóxico) para toxicidade aguda por contato e toxicidade aguda oral. Essas previsões 

virão acompanhadas pelas estimativas de DA, valores de probabilidade, que são úteis para 

estimar a confiança das predições (GOLBRAIKH et al., 2003), e interpretação 

mecanística das predições usando mapas de contribuição (RINIKER; LANDRUM, 2013; 

NEVES et al., 2019). Nesse sentido, os fragmentos moleculares com contribuição 

positiva para a toxicidade estarão destacados em vermelho, enquanto as frações 

estruturais que diminuem a toxicidade estarão destacadas em verde. 

http://beetoxai.labmol.com.br/


 
 

 

Figura 4 - Interface gráfica do aplicativo BeeToxAI. Após submeter um agrotóxico para avaliação, o usuário receberá os valores de predição para 

toxicidade aguda por contato e oral, valores de probabilidade (confiança), estimativas de DA e mapas codificados por cores das contribuições de 

cada fragmento na estrutura química para a toxicidade. 

 



 
 

 

6.4.1. Aplicação prática do BeeToxAI na avaliação toxicológica de 

novos agrotóxicos 

O desempenho preditivo e aplicabilidade do BeeToxAI em processos de registro e 

reavaliação de agrotóxicos no Brasil e outros países do Mercosul foi avaliado utilizando 

uma lista de 83 agrotóxicos com dados de DL50 usados nos Estados Unidos de 1992 a 

2014 foi compilada e preparada (DIBARTOLOMEIS et al., 2019). Após uma análise 

rigorosa, constatou-se que 14 desses agrotóxicos não estavam incluídos nos conjuntos de 

dados originais usados para a construção dos modelos de classificação. 

Consequentemente, esses 14 agrotóxicos foram submetidos à avaliação preditiva de 

toxicidade aguda oral e por contato em abelhas. Em paralelo, uma pesquisa bibliográfica 

as bases de dados CompTox, PubMed e os mecanismos de busca Google foi realizada 

para encontrar informações adicionais sobre esses compostos (ALVES et al., 2015).  

Conforme destacado nas Figuras 6 e 7, o modelo de toxicidade aguda por contato 

implementado no BeeToxAI previu erroneamente o agrotóxico etion (DL50 = 20,6 

µg/abelha) como tóxico (IWASA et al., 2004). No entanto, uma busca adicional na 

literatura indica que esse composto apresenta DL50 = 0,85 µg/abelha,86 o que corrobora 

com o resultado da predição. Da mesma forma, o modelo de contato agudo previu 

erroneamente o agrotóxico acetamiprida como não tóxico, mas o estudo de Zhu   e 

colaboradores (2015) corrobora com a predição (DL50 = 276 µg/abelha). Os mesmos 

autores indicaram que a acetamiprida é relativamente seguro para abelhas forrageadoras 

porque pode matar menos 1% desses animais em estudos de campo. Por fim, o 

agrotóxicos fosfamidona e fenopropatrina não tinham dados de toxicidade oral aguda 

reportados no conjunto de dados compilado. Todavia, após uma busca mais sofisticada, 

constatou-se que seus valores de DL50 são 0,17 µg/abelha and 0.54 µg/mL, 

respectivamente, confirmando as predições do BeeToxAI por essa via de administração 

(RASULI et al., 2015). 

Com base nesses resultados, pode-se afirmar que o modelo de toxicidade aguda por 

contato do BeeToxAI previu corretamente 12 dos 14 agrotóxicos e o modelo de 

toxicidade aguda oral aguda previu corretamente 7 dos 9 agrotóxicos (cinco compostos 

da lista não tinham dados experimentais sobre toxicidade aguda oral). Esses resultados 

corroboram com o alto poder preditivo externo reportado nas seções anteriores e 

demostram que o BeeToxAI tem poder de extrapolação das predições para compostos 

fora do DA. 
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Figura 5 - Resultados de predição de 14 agrotóxicos comerciais usando o aplicativo 

BeeToxAI. NR = não reportado. Os fragmentos moleculares com contribuição positiva e 

negativa para a toxicidade estão coloridos em vermelho e verde, respectivamente.  
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Figura 6 - Continuação. NR = não reportado. Os fragmentos moleculares com 

contribuição positiva e negativa para a toxicidade estão coloridos em vermelho 

e verde, respectivamente.  

 



30 
 

 

Além de apresentar alto poder de predição, o BeeToxAI também foi planejado para 

ser o primeiro aplicativo no campo da Ecotoxicologia que gera predições 

mecanisticamente interpretáveis. Em outras palavras, o BeeToxAI também é capaz de 

gerar mapas de contribuição codificados por cores para identificação de subunidades 

estruturas com contribuição positiva e negativa para toxicidade. Metodologicamente, 

esses mapas estimam o peso de fragmentos individuais ou átomos para a toxicidade, 

removendo-os da estrutura e calculando a diferença de probabilidade entre a estrutura 

química inicial e a estrutura com fragmento removido (RINIKER; LANDRUM, 2013).  

Conforme destacado nas Figuras 5 e 6, diversos fragmentos moleculares 

apresentaram contribuição positiva para toxicidade aguda oral e por contato, tais como 

grupos policlorados (e.g., aldrin, Figura 4), fosfinatos (e.g., fenamifós, Figura 4), 

fosfonatos (e.g., oxidemetona-metil e fosfamidona, Figura 5) e grupos trifluorometilas ou 

trifluorometanossulfinilas (e.g., fipronil, Figura 5). Essas informações podem ser 

utilizadas para construção de alertas estruturais; (ii) investigação do modo de ação dos 

agrotóxicos; e (iii) otimização estrutural de novos protótipos de agrotóxicos menos 

tóxicos (POLISHCHUK, 2017; SHERIDAN, 2019).  
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7. CONCLUSÕES 

A presente proposta reporta o desenvolvimento e validação de modelos de 

classificação baseados em ML altamente preditivos e em conformidade com as 

recomendações da OECD. Esses modelos foram implementados em um aplicativo 

(BeeToxAI) com interface gráfica intuitiva. O BeeToxAI é capaz de predizer a toxicidade 

aguda oral e por contato de novos agrotóxicos para abelhas e fase de registro e reavaliação 

no IBAMA e demais agências governamentais do Mercosul. O aplicativo não requer 

conhecimento prévio de programação ou habilidades computacionais para sua utilização. 

Além disso, os resultados de predição são gerados em poucos segundos. O aplicativo está 

disponível para acesso público em http://beetoxai.labmol.com.br/. Em resumo, o 

BeeToxAI representa a experiência do jovem pesquisador proponente desse projeto no 

campo da Toxicologia e Inteligência Artificial. Esta valiosa contribuição pode ser 

utilizada como método alternativo ao uso de animais para otimização dos fluxos de 

registro e reavaliação de agrotóxicos, de modo a estimar de forma rápida e confiável o 

risco inaceitável desses produtos para as abelhas. 

  

http://beetoxai.labmol.com.br/
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ANEXOS 

Anexo 1  - As performances estatísticas dos modelos preliminares para (a) toxicidade de 

contato aguda e (b) toxicidade oral aguda 

 

Anexo 2 - Comparação dos melhores modelos QSAR desenvolvidos para (a) toxicidade 

de contato aguda e (b) toxicidade oral aguda em várias métricas usando calibração de 

movimento de limiar.  

 

ACC: precisão; SE: sensibilidade; SP: especificidade; VPP: valor preditivo positivo; e NPV: valor 

preditivo negativo; κ: kappa de Cohen; MCC: coeficiente de correlação de Matthew; AUC: área sob a 

curva ROC. 


